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Formación distribuida en Azure: Predicción de
frecuencias mediante clic

TR-4904: Formación distribuida en Azure - predicción de
frecuencias mediante clic

Rick Huang, Verron Martina, Muneer Ahmad, NetApp

El trabajo de un científico de datos debe centrarse en el entrenamiento y el ajuste de los
modelos de aprendizaje automático y de inteligencia artificial (IA). Sin embargo, según
una investigación de Google, los científicos de datos dedican aproximadamente el 80 %
de su tiempo a averiguar cómo hacer que sus modelos funcionen con aplicaciones
empresariales y se ejecuten a escala.

Para gestionar proyectos de IA y ML integrales, se necesita una comprensión más amplia de los componentes
empresariales. Aunque DevOps ha retomado la definición, la integración y la puesta en marcha, estos tipos de
componentes, LAS operaciones ML siguen un flujo similar que incluye proyectos de IA/ML. Para hacerse una
idea de lo que puede tocar una canalización de IA/ML integral en la empresa, consulte la siguiente lista de
componentes requeridos:

• Reducida

• Redes

• Oracle

• Sistemas de ficheros

• Contenedores

• Integración continua y canalización de puesta en marcha continua (CI/CD)

• Entorno de desarrollo integrado (IDE)

• Seguridad

• Políticas de acceso a los datos

• Hardware subyacente

• Cloud

• Virtualización

• Conjuntos de herramientas y bibliotecas de ciencia de datos

Público objetivo

El mundo de la ciencia de datos tiene múltiples disciplinas DE TECNOLOGÍA y negocio:

• El científico de datos necesita la flexibilidad para poder usar las herramientas y las bibliotecas de elección.

• El ingeniero de datos necesita saber cómo fluyen los datos y dónde residen.

• Un ingeniero de DevOps necesita herramientas para integrar nuevas aplicaciones de IA/ML en sus
canalizaciones de CI/CD.

• Los administradores de cloud y arquitectos tienen que poder configurar y gestionar recursos de Azure.
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• Los usuarios empresariales quieren tener acceso a aplicaciones de IA/ML.

En este informe técnico describimos cómo Azure NetApp Files, RAPIDS AI, Dink y Azure ayudan a cada uno
de estos roles a aportar valor empresarial.

Descripción general de la solución

Esta solución sigue el ciclo de vida de una aplicación de IA/ML. Empezamos con la labor de los científicos de
datos para definir los diferentes pasos necesarios para preparar datos y entrenar modelos. Al aprovechar
RAPIDS on Dink, realizamos formación distribuida en el clúster de Azure Kubernetes Service (AKS) para
reducir drásticamente el tiempo de entrenamiento en comparación con el método convencional de aprendizaje
del kit de ciencias de Python. Para completar el ciclo completo, integramos la canalización con Azure NetApp
Files.

Azure NetApp Files ofrece varios niveles de rendimiento. Los clientes pueden comenzar con un nivel estándar
y escalar horizontalmente y verticalmente a un nivel de alto rendimiento de forma no disruptiva y sin necesidad
de mover datos. Esta funcionalidad permite a los científicos de datos entrenar modelos a escala sin problemas
de rendimiento y evitar silos de datos en el clúster, como se muestra en la siguiente figura.

Información general de la tecnología

Esta página proporciona una descripción general de la tecnología utilizada en esta
solución.

Microsoft y NetApp

Desde mayo de 2019, Microsoft ha ofrecido un servicio de portales nativo de Azure para servicios de archivos
NFS y SMB empresariales basados en la tecnología ONTAP de NetApp. Este desarrollo está impulsado por
una asociación estratégica entre Microsoft y NetApp, y amplía aún más el alcance de los servicios de datos de
ONTAP de primera calidad para Azure.

Azure NetApp Files

El servicio de Azure NetApp Files es un servicio de almacenamiento de ficheros de alto rendimiento y medida

2



para empresas. Azure NetApp Files es compatible con cualquier tipo de carga de trabajo y está altamente
disponible de manera predeterminada. Puede seleccionar los niveles de servicio y rendimiento, y configurar
copias Snapshot a través del servicio. Azure NetApp Files es un servicio de primera parte de Azure para
migrar y ejecutar las cargas de trabajo de archivo empresarial más exigentes en el cloud, incluidas bases de
datos, SAP y aplicaciones de computación de alto rendimiento sin necesidad de modificar el código.

Esta arquitectura de referencia proporciona a las organizaciones DE TI las siguientes ventajas:

• Elimina las complejidades de diseño

• Permite un escalado independiente de las capacidades de computación y almacenamiento

• Permite a los clientes empezar con poco y escalar sin problemas

• Ofrece una gama de niveles de almacenamiento para distintos niveles de rendimiento y coste

Información general sobre DASK y NVIDIA RAPIDS

DASK es una herramienta de computación paralela de código abierto que escala bibliotecas Python en varias
máquinas y permite un procesamiento más rápido de grandes cantidades de datos. Proporciona una API
similar a las bibliotecas de Python convencionales de un solo subproceso, como Pandas, numpy y scikit-
Learn. Como resultado, los usuarios nativos de Python no se ven obligados a cambiar mucho su código
existente para utilizar recursos en el clúster.

NVIDIA RAPIDS es un paquete de bibliotecas de código abierto que permite ejecutar flujos de trabajo
completos de APRENDIZAJE AUTOMÁTICO y análisis de datos en GPU. Junto con DASK, puede escalar con
facilidad desde una estación de trabajo con GPU (escalado vertical) a clústeres de varios nodos y varias GPU
(escalado horizontal).

Para poner en marcha DASK en un clúster, podría utilizar Kubernetes para la orquestación de recursos.
También podría escalar verticalmente o reducir los nodos de trabajo según los requisitos del proceso, lo cual,
a su vez, puede ayudarle a optimizar el consumo de recursos de clúster, como se muestra en la siguiente
figura.
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Requisitos de software

En la siguiente tabla se enumeran los requisitos de software necesarios para esta
solución.

De NetApp Versión

Servicio Azure Kubernetes 1.18.14

Imagen de contenedor DE RAPIDS y DASK Repositorio: "Rapidsai/rapidsai" etiqueta: 0.17-
cuda11.0-Runtime-ubuntu18.04

Trident de NetApp 20.01.1

Timón 3.0.0

Requisitos de recursos cloud

Esta página describe la configuración de los recursos de cloud para Azure NetApp Files.

Configure Azure NetApp Files

Configure Azure NetApp Files como se describe en "Inicio rápido: Configure Azure NetApp Files y cree un
volumen NFS".

Puede pasar más allá de la sección “Crear volumen NFS para Azure NetApp Files” porque va a crear
volúmenes a través de Trident. Antes de continuar, realice los siguientes pasos:

1. Regístrese para Azure NetApp Files y el proveedor de recursos de NetApp (a través de la shell de Azure) (
"enlace").

2. Crear una cuenta en Azure NetApp Files ( "enlace").

3. Configurar un pool de capacidad (un estándar o Premium de 4 TB como mínimo, según sus necesidades)
( "enlace").la siguiente tabla enumera los requisitos de configuración de red para configurar en la nube. El
clúster de DASK y Azure NetApp Files deben estar en la misma red virtual de Azure (vnet) o en una vnet
con conexión entre iguales.

Recursos Tipo/versión

Servicio Azure Kubernetes 1.18.14

Nodo de agente 3x Standard_DS2_v2

Nodo GPU 3x Standard_NC63_v3

Azure NetApp Files Pool de capacidad estándar

Capacidad en TB 4

Resumen de casos de uso de predicción de velocidad
mediante clic

Este caso de uso se basa en el público disponible "Terabyte haga clic en registros"
conjunto de datos de "Laboratorio Criteo AI". Con los recientes avances en las
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plataformas Y aplicaciones DE ML, ahora se presta mucha atención al aprendizaje a
escala. La tasa de clics (CTR) se define como el número medio de clics-throughs por
cien impresiones de anuncios en línea (expresado como porcentaje). Se ha adoptado
ampliamente como métrica clave en diversos mercados verticales del sector y casos de
uso, incluidos el marketing digital, el comercio minorista, el comercio electrónico y los
proveedores de servicios. Algunos ejemplos de uso de CTR como una métrica
importante para el tráfico potencial de clientes son los siguientes:

• Marketing digital: in "Google Analytics", CTR se puede usar para medir cómo se están realizando las
palabras clave, los anuncios y los listados libres de un anunciante o comerciante. Un CTR alto es una
buena indicación de que los usuarios encuentran sus anuncios y listados útiles y relevantes. CTR también
contribuye a la CTR esperada de su palabra clave, que es un componente de "Clasificación de anuncios".

• Comercio electrónico: además de apalancar "Google Analytics", hay por lo menos algunas estadísticas
de visitantes en un fondo de comercio electrónico. Aunque estas estadísticas pueden no parecer útiles a
primera vista, suelen ser fáciles de leer y pueden ser más precisas que otras informaciones. Los conjuntos
de datos de primera parte compuestos por estas estadísticas son de propiedad y, por lo tanto, los más
relevantes para los vendedores, compradores y plataformas de comercio electrónico. Estos conjuntos de
datos se pueden utilizar para establecer pruebas de rendimiento, comparar los resultados con el año
pasado y el pasado construyendo una serie temporal para un análisis más profundo.

• Retail: los minoristas tradicionales pueden correlacionar el número de visitantes y el número de clientes
con el CTR. El número de clientes se puede ver desde su historial de puntos de venta. El CTR de los sitios
web de los minoristas o del tráfico de anuncios puede resultar en las ventas mencionadas. Los programas
de fidelidad son otro caso de uso, ya que los clientes redirigidos de anuncios en línea u otros sitios web
podrían unirse para obtener recompensas. Los minoristas pueden conseguir clientes a través de
programas de fidelidad y comportamientos récord de historias de ventas para crear un sistema de
recomendaciones que no solo predice las conductas de compra de los consumidores en diferentes
categorías, sino que también personaliza las cupones y reduce la pérdida de clientes.

• Proveedores de servicios: las empresas de telecomunicaciones y los proveedores de servicios de
Internet tienen una abundancia de datos de telemetría de usuarios de primera parte para casos de uso de
IA, ML y analítica perspicaz. Por ejemplo, las telecomunicaciones pueden aprovechar los registros diarios
de historial de dominios de navegación web de sus suscriptores móviles para ajustar los modelos
existentes y producir una segmentación de público actualizada, predecir el comportamiento de los clientes
y colaborar con los anunciantes para colocar anuncios en tiempo real para una mejor experiencia en línea.
En este flujo de trabajo de marketing basado en datos, CTR es una métrica importante para reflejar las
conversiones.

En el contexto del marketing digital, "Criteo Terabyte haga clic en registros" Son ahora el conjunto de datos de
referencia a la hora de evaluar la escalabilidad de las plataformas Y algoritmos ML. Al predecir la tarifa de clic,
un anunciante puede seleccionar a los visitantes que tienen más probabilidades de responder a los anuncios,
analizar su historial de navegación y mostrar los anuncios más relevantes basados en los intereses del
usuario.

La solución proporcionada en este informe técnico destaca las siguientes ventajas:

• Las ventajas de Azure NetApp Files en formación distribuida o a gran escala

• RÁPIDO procesamiento de datos habilitado para CUDA (cuDF, cúpula, etc.) y algoritmos ML (cuML)

• El marco informático paralelo de DASK para la formación distribuida

Un flujo de trabajo integral basado en RAPIDS AI y Azure NetApp Files demuestra la drástica mejora del
tiempo de entrenamiento de los modelos de bosques aleatorios en dos órdenes de magnitud. Esta mejora es
significativa en comparación con el enfoque convencional de pandas al tratar los registros de clic del mundo
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real con 45GB de datos tabulares estructurados (en promedio) cada día. Esto equivale a un DataFrame que
contiene aproximadamente veinte mil millones de filas. Demostraremos la configuración del entorno de clúster,
la instalación de marcos y bibliotecas, la carga y el procesamiento de datos, la formación convencional frente
a la distribuida, la visualización y supervisión, y compararemos los resultados fundamentales de tiempo de
ejecución completo en este informe técnico.

Configuración

Instalar y configurar el clúster AKS

Para instalar y configurar el clúster AKS, consulte la página web "Cree un clúster de
AKS" y, a continuación, realice los siguientes pasos:

1. Al seleccionar el tipo de nodo (nodos System [CPU] o worker [GPU]), seleccione lo siguiente:

a. Los nodos del sistema principal deben ser DS2v2 estándar (agentpool tres nodos predeterminados).

b. A continuación, agregue el pool Standard_NC66s_v3 del nodo de trabajo (tres nodos como mínimo)
para el grupo de usuarios (para nodos GPU) denominado gpupool.

2. La puesta en marcha tarda entre 5 y 10 minutos. Una vez finalizado, haga clic en Connect to Cluster.

3. Para conectarse al clúster AKS recién creado, instale lo siguiente desde su entorno local (portátil/pc):

a. La herramienta de línea de comandos de Kubernetes que utiliza "Instrucciones proporcionadas para
su SO específico"

b. El CLI de Azure tal como se describe en el documento, "Instale la CLI de Azure"

4. Para acceder al clúster AKS desde el terminal, introduzca az login e introduzca las credenciales.

5. Ejecute los dos comandos siguientes:

az account set --subscription xxxxxxx-xxxx-xxxx-xxxx-xxxxxxxxxxxxxx

aks get-credentials --resource-group resourcegroup --name aksclustername

6. Introduzca Azure CLI: kubectl get nodes.

7. Si los seis nodos están en funcionamiento, como se muestra en el siguiente ejemplo, su clúster AKS
estará listo y conectado a su entorno local
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Cree una subred delegada para Azure NetApp Files

Para crear una subred delegada para Azure NetApp Files, lleve a cabo los siguientes
pasos:

1. Acceda a Virtual Networks dentro del portal de Azure. Busque la red virtual que acaba de crear. Debe
tener un prefijo como aks-vnet.

2. Haga clic en el nombre de la vnet.

3. Haga clic en subredes y, a continuación, en +Subnet en la barra de herramientas superior.
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4. Proporcione la subred con un nombre como ANF.sn Y, en el encabezado Delegación de subred,
seleccione Microsoft.Netapp/volumes. No cambie nada más. Haga clic en Aceptar.

Los volúmenes Azure NetApp Files se asignan al clúster de aplicaciones y se consumen como reclamaciones
de volúmenes persistentes (RVP) en Kubernetes. A su vez, este proceso le proporciona la flexibilidad para
asignarlos a diferentes servicios, tales como portátiles Juppyter, funciones sin servidor, etc.

Los usuarios de servicios pueden consumir almacenamiento desde la plataforma de muchas maneras. Como
este informe técnico trata sobre NFSS, los principales beneficios de Azure NetApp Files son:

• Brindar a los usuarios la capacidad de usar copias de Snapshot.

• Permitir a los usuarios almacenar grandes cantidades de datos en volúmenes de Azure NetApp Files.

• Utilización de las ventajas en el rendimiento de los volúmenes Azure NetApp Files cuando se ejecutan sus
modelos en conjuntos de archivos de gran tamaño.
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AKS vnet y Azure NetApp Files vnet

Para conectar el AKS vnet al vnet de Azure NetApp Files, lleve a cabo los siguientes
pasos:

1. Introduzca redes virtuales en el campo de búsqueda.

2. Seleccione vnet aks-vnet-name. Haga clic en él e introduzca los peerings en el campo de búsqueda.

3. Haga clic en +Agregar.

4. Introduzca los siguientes descriptores:

a. El nombre del enlace de relación de paridad es aks-vnet-name_to_anf.

b. SubscriptionId y Azure NetApp Files vnet como partner de vnet peering.

c. Deje todas las secciones que no sean asteriscos con los valores predeterminados.

5. Haga clic en Añadir.

Para obtener más información, consulte "Crear, cambiar o eliminar una conexión de red virtual entre iguales".

Instale Trident

Para instalar Trident con Helm, lleve a cabo los siguientes pasos:

1. Instale Helm (para obtener instrucciones de instalación, visite "origen").

2. Descargue y extraiga el instalador de Trident 20.01.1.

$wget

$tar -xf trident-installer-21.01.1.tar.gz

3. Cambie el directorio a. trident-installer.

$cd trident-installer

4. Copiar tridentctl a un directorio del sistema $PATH.

$sudo cp ./tridentctl /usr/local/bin

5. Instale Trident en el clúster Kubernetes (K8s) con Helm ( "origen"):

a. Cambie el directorio a helm directorio.

$cd helm

b. Instale Trident.
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$helm install trident trident-operator-21.01.1.tgz --namespace

trident --create-namespace

c. Comprobar el estado de los pods de Trident.

$kubectl -n trident get pods

Si todos los pods están ya en funcionamiento, se instala Trident y se puede avanzar.

6. Configurar el back-end de Azure NetApp Files y la clase de almacenamiento para AKS.

a. Cree un principio de Azure Service.

El principal del servicio es cómo Trident se comunica con Azure para manipular sus recursos de Azure
NetApp Files.

$az ad sp create-for-rbac --name ""

El resultado debería ser como el ejemplo siguiente:

{

"appId": "xxxxx-xxxx-xxxx-xxxx-xxxxxxxxxxxx", 

"displayName": "netapptrident", 

"name": "", 

"password": "xxxxxxxxxxxxxxx.xxxxxxxxxxxxxx", 

"tenant": "xxxxxxxx-xxxx-xxxx-xxxx-xxxxxxxxxxx"

} 

7. Cree un archivo del back-end json de Trident, nombre de ejemplo anf-backend.json.

8. Con el editor de texto preferido, complete los siguientes campos dentro del anf-backend.json archivo:
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{

    "version": 1,

    "storageDriverName": "azure-netapp-files",

    "subscriptionID": "fakec765-4774-fake-ae98-a721add4fake",

    "tenantID": "fakef836-edc1-fake-bff9-b2d865eefake",

    "clientID": "fake0f63-bf8e-fake-8076-8de91e57fake",

    "clientSecret": "SECRET",

    "location": "westeurope",

    "serviceLevel": "Standard",

    "virtualNetwork": "anf-vnet",

    "subnet": "default",

    "nfsMountOptions": "vers=3,proto=tcp",

    "limitVolumeSize": "500Gi",

    "defaults": {

    "exportRule": "0.0.0.0/0",

    "size": "200Gi"

}

9. Sustituya los siguientes campos:

◦ subscriptionID. Su ID de suscripción de Azure.

◦ tenantID. Su ID de inquilino de Azure de la salida de az ad sp en el paso anterior.

◦ clientID. Su AppID desde la salida de az ad sp en el paso anterior.

◦ clientSecret. Su contraseña de la salida de az ad sp en el paso anterior.

10. Indique a Trident que cree el back-end de Azure NetApp Files en la trident espacio de nombres con
anf-backend.json como archivo de configuración:

$tridentctl create backend -f anf-backend.json -n trident

11. Cree una clase de almacenamiento. Los usuarios de Kubernetes aprovisionan volúmenes con RVP que
especifican una clase de almacenamiento por nombre. Indique a K8S que cree una clase de
almacenamiento azurenetappfiles Que hace referencia al back-end de Trident creado en el paso
anterior.

12. Cree una AYLMA (anf-storage-class.yaml) archivo para la clase de almacenamiento y copiar.
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apiVersion: storage.k8s.io/v1

kind: StorageClass

metadata:

name: azurenetappfiles

provisioner: netapp.io/trident

parameters:

backendType: "azure-netapp-files"

$kubectl create -f anf-storage-class.yaml

13. Compruebe que la clase de almacenamiento se ha creado.

kubectl get sc azurenetappfiles

Configurar Dask con LA implementación DE RAPIDS en AKS con Helm

Para configurar el despliegue de Dask con RAPIDS en AKS con Helm, lleve a cabo los
siguientes pasos:

1. Cree un espacio de nombres para instalar DASK con RAPIDS.

kubectl create namespace rapids-dask

2. Crear una RVP para almacenar el conjunto de datos con velocidad de clic:

a. Guarde el siguiente contenido de YAML en un archivo para crear un PVC.

kind: PersistentVolumeClaim

apiVersion: v1

metadata:

  name: pvc-criteo-data

spec:

  accessModes:

    - ReadWriteMany

  resources:

    requests:

      storage: 1000Gi

  storageClassName: azurenetappfiles

b. Aplique el archivo YAML al clúster de Kubernetes.
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kubectl -n rapids-dask apply -f <your yaml file>

3. Clone el rapidsai git repositorio ( "https://github.com/rapidsai/helm-chart").

git clone https://github.com/rapidsai/helm-chart helm-chart

4. Modificar values.yaml E incluya el PVC creado anteriormente para los trabajadores y el espacio de
trabajo Juppyter.

a. Vaya a la rapidsai directorio del repositorio.

cd helm-chart/rapidsai

b. Actualice el values.yaml Coloque el archivo y monte el volumen con la RVP.

dask:

  …

  worker:

    name: worker

    …

    mounts:

      volumes:

        - name: data

          persistentVolumeClaim:

            claimName: pvc-criteo-data

      volumeMounts:

        - name: data

          mountPath: /data

    …

  jupyter:

    name: jupyter

    …

    mounts:

      volumes:

        - name: data

          persistentVolumeClaim:

            claimName: pvc-criteo-data

      volumeMounts:

        - name: data

          mountPath: /data

    …

5. Vaya al directorio principal del repositorio e implemente Dask con tres nodos de trabajo en AKS utilizando
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Helm.

cd ..

helm dep update rapidsai

helm install rapids-dask --namespace rapids-dask rapidsai

Niveles de rendimiento de Azure NetApp Files

Es posible cambiar el nivel de servicio de un volumen existente si se mueve el volumen a
otro pool de capacidad que utiliza el nivel de servicio que se desea para el volumen. Esta
solución permite a los clientes comenzar con un conjunto de datos pequeño y un número
reducido de GPU en el nivel estándar y escalar horizontalmente o verticalmente hasta el
nivel Premium a medida que aumenta la cantidad de datos y las GPU. El nivel Premium
ofrece cuatro veces el rendimiento por terabyte como nivel estándar, así como la
escalabilidad vertical se realiza sin tener que mover datos para cambiar el nivel de
servicio de un volumen.

Cambie dinámicamente el nivel de servicio de un volumen

Para cambiar de forma dinámica el nivel de servicio de un volumen, complete los pasos siguientes:

1. En la página Volumes, haga clic con el botón derecho en el volumen cuyo nivel de servicio desea cambiar.
Seleccione Cambiar pool.

2. En la ventana Cambiar pool, seleccione el pool de capacidad al que desea mover el volumen.
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3. Haga clic en Aceptar.

Automatice el cambio en el nivel de rendimiento

Existen las siguientes opciones para automatizar los cambios en el nivel de rendimiento:

• El cambio de nivel de servicio dinámico sigue en la vista previa pública en este momento y no está
activado de forma predeterminada. Para habilitar esta función en la suscripción a Azure, consulte esta
documentación sobre cómo "Cambie dinámicamente el nivel de servicio de un volumen".

• Se proporcionan comandos de cambio de pool de volúmenes de la interfaz de línea de comandos de
Azure en "documentación de cambio de pool de volúmenes" y en el ejemplo siguiente:

az netappfiles volume pool-change -g mygroup --account-name myaccname

--pool-name mypoolname --name myvolname --new-pool-resource-id

mynewresourceid

• PowerShell: El "Set-AzNetAppFilesVolumePool" Cambia el pool de un volumen Azure NetApp Files y se
muestra en el ejemplo siguiente:
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Set-AzNetAppFilesVolumePool

-ResourceGroupName "MyRG"

-AccountName "MyAnfAccount"

-PoolName "MyAnfPool"

-Name "MyAnfVolume"

-NewPoolResourceId 7d6e4069-6c78-6c61-7bf6-c60968e45fbf

Haga clic en el procesamiento de datos de predicción de
velocidad y el entrenamiento de modelos

Bibliotecas para el procesamiento de datos y el entrenamiento de modelos

En la tabla siguiente se enumeran las bibliotecas y los marcos que se utilizaron para
generar esta tarea. Todos estos componentes se han integrado completamente con los
controles de seguridad y acceso basados en roles de Azure.

Bibliotecas/marco de trabajo Descripción

CuML DASK Para QUE EL ML funcione en la GPU, el "Biblioteca
de cuML" Ofrece acceso al paquete cuML DE
RAPIDS con DASK. RAPIDS cuML implementa
algoritmos DE ML más conocidos, como los métodos
de clustering, reducción de dimensiones y regresión,
con implementaciones basadas en GPU de alto
rendimiento que ofrecen una velocidad de hasta 100
veces superior a los métodos basados en CPU.

DASK cuDF CuDF incluye varias otras funciones que admiten la
extracción, transformación y carga (ETL) acelerada
por GPU, como la subconfiguración de datos,
transformaciones, codificación en caliente, etc. El
equipo DE RAPIDS mantiene un "biblioteca dask-
cudf" Eso incluye métodos auxiliares para usar DASK
y cuDF.

Formación en Scikit Scikit-Learn proporciona docenas de algoritmos y
modelos de aprendizaje automático integrados,
llamados estimadores. Cada uno "estimator" se
puede ajustar a algunos datos mediante su "encajar"
método.

Hemos utilizado dos cuadernos para construir los gasoductos ML para su comparación; uno es el método
convencional de curscikit-aprender de pandas, y el otro es el entrenamiento distribuido con RAPIDS y Dink.
Cada portátil se puede probar individualmente para ver el rendimiento en términos de tiempo y escala.
Cubrimos cada bloc de notas individualmente para demostrar las ventajas de la formación distribuida con
RAPIDS y Dink.
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Cargue Criteo haga clic en el día 15 de los registros en pandas y entrena un cikit-
aprende el modelo de bosque aleatorio

En esta sección se describe cómo utilizamos Pandas y DASK DataFrames para cargar
datos Click Logs del conjunto de datos Criteo Terabyte. El caso de uso es relevante en la
publicidad digital para intercambios de anuncios para crear perfiles de usuarios al
predecir si se hará clic en anuncios o si el intercambio no está utilizando un modelo
exacto en una canalización automatizada.

Se cargaron los datos del día 15 desde el conjunto de datos Click Logs, sumando 45 GB. Ejecutar la siguiente
celda en el portátil Jupyter CTR-PandasRF-collated.ipynb Crea un DataFrame de pandas que contiene
los primeros 50 millones de filas y genera un modelo de bosque aleatorio cikit-aprender.

%%time

import pandas as pd

import numpy as np

header = ['col'+str(i) for i in range (1,41)] #note that according to

criteo, the first column in the dataset is Click Through (CT). Consist of

40 columns

first_row_taken = 50_000_000 # use this in pd.read_csv() if your compute

resource is limited.

# total number of rows in day15 is 20B

# take 50M rows

"""

Read data & display the following metrics:

1. Total number of rows per day

2. df loading time in the cluster

3. Train a random forest model

"""

df = pd.read_csv(file, nrows=first_row_taken, delimiter='\t',

names=header)

# take numerical columns

df_sliced = df.iloc[:, 0:14]

# split data into training and Y

Y = df_sliced.pop('col1') # first column is binary (click or not)

# change df_sliced data types & fillna

df_sliced = df_sliced.astype(np.float32).fillna(0)

from sklearn.ensemble import RandomForestClassifier

# Random Forest building parameters

# n_streams = 8 # optimization

max_depth = 10

n_bins = 16

n_trees = 10

rf_model = RandomForestClassifier(max_depth=max_depth,

n_estimators=n_trees)

rf_model.fit(df_sliced, Y)
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Para realizar la predicción utilizando un modelo de bosque aleatorio entrenado, ejecute el siguiente párrafo en
este cuaderno. Tomamos las últimas filas de un millón del día 15 como conjunto de pruebas para evitar
cualquier duplicación. La celda también calcula la precisión de la predicción, definida como el porcentaje de
ocurrencias que el modelo predice con precisión si un usuario hace clic o no en un anuncio. Para revisar
cualquier componente desconocido en este cuaderno, consulte "documentación oficial de scikit-aprender".

# testing data, last 1M rows in day15

test_file = '/data/day_15_test'

with open(test_file) as g:

    print(g.readline())

# dataFrame processing for test data

test_df = pd.read_csv(test_file, delimiter='\t', names=header)

test_df_sliced = test_df.iloc[:, 0:14]

test_Y = test_df_sliced.pop('col1')

test_df_sliced = test_df_sliced.astype(np.float32).fillna(0)

# prediction & calculating error

pred_df = rf_model.predict(test_df_sliced)

from sklearn import metrics

# Model Accuracy

print("Accuracy:",metrics.accuracy_score(test_Y, pred_df))

Cargar día 15 en DASK y entrenar un modelo de bosque aleatorio DASK cuML

De una manera similar a la sección anterior, cargue Criteo Click Logs Day 15 en Pandas
y entrena un cikit-aprende el modelo de bosque aleatorio. En este ejemplo, realizamos la
carga de DataFrame con DASK cuDF y entrenamos un modelo de bosque aleatorio en
DASK cuML. Hemos comparado las diferencias en el tiempo de formación y el escalado
en la sección "“Comparación del tiempo de formación”."

criteo_dask_RF.ipynb

Este portátil importa numpy, cuml, y lo necesario dask bibliotecas, como se muestra en el siguiente ejemplo:

import cuml

from dask.distributed import Client, progress, wait

import dask_cudf

import numpy as np

import cudf

from cuml.dask.ensemble import RandomForestClassifier as cumlDaskRF

from cuml.dask.common import utils as dask_utils

Inicie cliente DASK().

18

https://scikit-learn.org/stable/modules/generated/sklearn.ensemble.RandomForestClassifier.html


client = Client()

Si su clúster está configurado correctamente, puede ver el estado de los nodos de trabajo.

client

workers = client.has_what().keys()

n_workers = len(workers)

n_streams = 8 # Performance optimization

En nuestro clúster AKS, se muestra el siguiente estado:

Tenga en cuenta que DASK emplea el paradigma de ejecución lenta: En lugar de ejecutar el código de
procesamiento al instante, DASK crea en su lugar un gráfico cíclico dirigido (DAG) de ejecución. DAG
contiene un conjunto de tareas y sus interacciones que cada trabajador necesita ejecutar. Este diseño significa
que las tareas no se ejecutan hasta que el usuario le indique a DASK que las ejecute de una forma u otra.
Con DASK tiene tres opciones principales:

• Call comput() en un DataFrame. esta llamada procesa todas las particiones y, a continuación, devuelve
los resultados al planificador para la agregación final y conversión a cuDF DataFrame. Esta opción debe
usarse con moderación y sólo en resultados muy reducidos a menos que el nodo del programador se
quede sin memoria.

• Call persistent() en un DataFrame. esta llamada ejecuta el gráfico, pero, en lugar de devolver los
resultados al nodo del planificador, los mantiene en la memoria a través del clúster para que el usuario
pueda reutilizar estos resultados intermedios en la canalización sin necesidad de volver a ejecutar el
mismo procesamiento.

• Call head() en un DataFrame. al igual que con cuDF, esta llamada devuelve 10 registros al nodo del
planificador. Esta opción se puede utilizar para comprobar rápidamente si el DataFrame contiene el
formato de salida deseado o si los propios registros tienen sentido, en función del procesamiento y
cálculo.

Por lo tanto, a menos que el usuario llama a cualquiera de estas acciones, los trabajadores se sientan
inactivos esperando que el programador inicie el procesamiento. Este paradigma de ejecución perezosa es
común en marcos informáticos modernos en paralelo y distribuidos como Apache Spark.

En el siguiente párrafo se entrena un modelo de bosque aleatorio mediante el uso de DASK cuML para
computación acelerada por GPU distribuida y se calcula la precisión de predicción del modelo.
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Adsf

# Random Forest building parameters

n_streams = 8 # optimization

max_depth = 10

n_bins = 16

n_trees = 10

cuml_model = cumlDaskRF(max_depth=max_depth, n_estimators=n_trees,

n_bins=n_bins, n_streams=n_streams, verbose=True, client=client)

cuml_model.fit(gdf_sliced_small, Y)

# Model prediction

pred_df = cuml_model.predict(gdf_test)

# calculate accuracy

cu_score = cuml.metrics.accuracy_score( test_y, pred_df )

Supervisión de tarea mediante el panel de control de flujos de tareas nativo

La "Planificador distribuido DASK" proporciona comentarios en directo de dos formas:

• Un panel interactivo que contiene muchos trazados y tablas con información en directo

• Una barra de progreso adecuada para uso interactivo en consolas o portátiles

En nuestro caso, la siguiente figura muestra cómo puede supervisar el progreso de la tarea, incluidos los
bytes almacenados, el flujo de tareas con un desglose detallado del número de flujos y el progreso por los
nombres de tareas con las funciones asociadas ejecutadas. En nuestro caso, debido a que tenemos tres
nodos de trabajo, hay tres partes principales del flujo y los códigos de color denotan diferentes tareas dentro
de cada flujo.

Tiene la opción de analizar tareas individuales y examinar el tiempo de ejecución en milisegundos o identificar
cualquier obstáculo o impedimento. Por ejemplo, la siguiente figura muestra los flujos de tareas para la etapa
de ajuste del modelo de bosque aleatorio. Se están ejecutando muchas más funciones, incluido el fragmento
único para el procesamiento de DataFrame, _construct_rf para ajustar el bosque aleatorio, etc. La mayor parte
del tiempo se ha empleado en operaciones DataFrame debido al gran tamaño (45GB) de un día de datos de
los registros de clic de Criteo.
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Comparación del tiempo de entrenamiento

Esta sección compara el tiempo de entrenamiento del modelo utilizando pandas
convencionales en comparación con el DASK. Para Pandas, cargamos una cantidad
menor de datos debido a la naturaleza del tiempo de procesamiento más lento, para
evitar que se desbordara la memoria. Por lo tanto, interpolamos los resultados para
ofrecer una comparación justa.

La siguiente tabla muestra la comparación del tiempo de entrenamiento bruto cuando hay significativamente
menos datos utilizados para el modelo de bosque aleatorio de pandas (50 millones de filas de 20 mil millones
por día 15 del conjunto de datos). Esta muestra sólo utiliza menos del 0.25% de todos los datos disponibles.
Mientras que para DASK-cuML entrenamos el modelo de bosque aleatorio en las 20 mil millones de filas
disponibles. Los dos enfoques dieron lugar a un tiempo de capacitación comparable.

Enfoque Tiempo de entrenamiento

Scikit-Learn: Usando sólo 50 m de filas en el día 15
como datos de entrenamiento

47 minutos y 21 segundos

RAPIDS-Dask: Utilizando todas las filas 20B del día
15 como datos de entrenamiento

1 hora, 12 minutos y 11 segundos

Si interpolamos los resultados del tiempo de entrenamiento linealmente, como se muestra en la siguiente
tabla, hay una ventaja significativa a utilizar el entrenamiento distribuido con DASK. Tomaría el enfoque
convencional de Pandas scikit-Learn 13 días para procesar y entrenar 45GB de datos para un solo día de
registros tecleo, mientras que EL enfoque RAPIDS-DASk procesa la misma cantidad de datos 262.39 veces
más rápido.

Enfoque Tiempo de entrenamiento

Scikit-Learn: Usando todas las filas 20B en el día15
como datos de entrenamiento

13 días, 3 horas, 40 minutos y 11 segundos

RAPIDS-Dask: Utilizando todas las filas 20B del día
15 como datos de entrenamiento

1 hora, 12 minutos y 11 segundos
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En la tabla anterior, puede ver que usando RAPIDS con Dink para distribuir el procesamiento de datos y el
entrenamiento de modelos en varias instancias de GPU, el tiempo de ejecución es significativamente más
corto en comparación con el procesamiento convencional de Pandas DataFrame con el entrenamiento de
modelos scikit-Learn. Este marco permite un escalado vertical y horizontal en el cloud, así como en las
instalaciones, en un clúster multinodo con varias GPU.

Monitorizar Dink y RAPIDS con Prometheus y Grafana

Una vez que todo se pone en marcha, ejecute inferencias sobre nuevos datos. Los
modelos predicen si un usuario hace clic en un anuncio basado en actividades de
navegación. Los resultados de la predicción se almacenan en un cuDF de DASK. Puede
supervisar los resultados con Prometheus y visualizar en paneles Grafana.

Para obtener más información, consulte este tema "RAPIDS AI Media Post".

Creación de versiones de conjuntos de datos y modelos con el kit de herramientas
de operaciones de datos de NetApp

El kit de herramientas DataOPS de NetApp para Kubernetes abstrae los recursos de
almacenamiento y las cargas de trabajo de Kubernetes hasta el nivel de espacio de
trabajo de ciencia de datos. Estas funciones se presentan en una interfaz sencilla y fácil
de usar diseñada para científicos e ingenieros de datos. Utilizando la forma familiar de un
programa de Python, el kit de herramientas permite a científicos e ingenieros de datos
aprovisionar y destruir espacios de trabajo de JuppyterLab en cuestión de segundos.
Estas áreas de trabajo pueden contener terabytes o incluso petabytes de capacidad de
almacenamiento, lo que permite a los científicos de datos almacenar todos sus conjuntos
de datos de entrenamiento directamente en sus espacios de trabajo de proyectos. Han
pasado los días de gestionar los espacios de trabajo y los volúmenes de datos por
separado.

Para obtener más información, visite el Kit de herramientas "Repositorio de GitHub".

Portátiles Juppyter para referencias

Existen dos cuadernos Juppyter asociados a este informe técnico:

• "CTR-PandasRF-collated.ipynb." Este cuaderno carga el día 15 desde el conjunto de datos de registros
Criteo Terabyte Click, procesa y formatea datos en un DataFrame de Pandas, entrena un modelo de
bosque aleatorio Scikit-Learn, realiza predicción y calcula la precisión.

• "criteo_dask_RF.ipynb." Este cuaderno carga el día 15 desde el conjunto de datos de registros Criteo
Terabyte Click, procesa y formatea datos en un CuDF DASK, entrena un modelo de bosque aleatorio
DASK cuML, realiza predicción y calcula la precisión. Al aprovechar varios nodos de trabajo con GPU,
este método de procesamiento y entrenamiento de datos distribuidos y modelos es altamente eficiente.
Cuantos más datos procese, mayor será el ahorro de tiempo que se consigue con el método DE ML
convencional. Puede implementar este portátil en el cloud, en las instalaciones o en un entorno híbrido en
el que el clúster de Kubernetes contenga recursos informáticos y de almacenamiento en diferentes
ubicaciones, siempre y cuando su configuración de red permita el movimiento libre de datos y la
distribución de modelos.
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Conclusión

Azure NetApp Files, RAPIDS y Dink aceleran y simplifican la puesta en marcha del
procesamiento y formación DE ML a gran escala gracias a la integración con
herramientas de orquestación como Docker y Kubernetes. Al unificar la canalización de
datos completa, esta solución reduce la latencia y la complejidad inherentes de muchas
cargas de trabajo informáticas avanzadas, y permite salvar en la práctica la brecha entre
el desarrollo y las operaciones. Los científicos de datos pueden ejecutar consultas en
grandes conjuntos de datos y compartir de forma segura datos y modelos algorítmicos
con otros usuarios durante la fase de entrenamiento.

Cuando cree sus propias canalizaciones de IA/ML, configurar la integración, la gestión, la seguridad y la
accesibilidad de los componentes en una arquitectura es una tarea ardua. Dar a los desarrolladores acceso y
control de su entorno presenta otro conjunto de retos.

Al crear un modelo de entrenamiento distribuido completo y una canalización de datos en el cloud,
demostramos dos órdenes de mejora de magnitud en el tiempo de finalización total de los flujos de trabajo en
comparación con un enfoque convencional de código abierto que no utilizaba el procesamiento de datos
acelerado por GPU y los marcos informáticos.

La combinación de NetApp, Microsoft, marcos de orquestación de código abierto y NVIDIA reúne las
tecnologías más recientes como servicios gestionados con una gran flexibilidad para acelerar la adopción de
tecnología y mejorar el plazo de comercialización de las nuevas aplicaciones de IA/ML. Estos servicios
avanzados se ofrecen en un entorno nativo del cloud que se puede realizar fácilmente en las instalaciones y
en arquitecturas de puesta en marcha híbrida.

Dónde encontrar información adicional

Si quiere obtener más información sobre el contenido de este documento, consulte los
siguientes recursos:

• Azure NetApp Files.:

◦ Página de arquitectura de soluciones para Azure NetApp Files

"https://docs.microsoft.com/azure/azure-netapp-files/azure-netapp-files-solution-architectures"

• Almacenamiento persistente de Trident para contenedores:

◦ Azure NetApp Files y Trident

"https://netapptrident.readthedocs.io/en/stablev20.07/kubernetes/operations/tasks/backends/anf.html"

• DASK y RAPIDS:

◦ DASK

"https://docs.dask.org/en/latest/"

◦ Instalar el DASK

"https://docs.dask.org/en/latest/install.html"
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◦ API DASK

"https://docs.dask.org/en/latest/api.html"

◦ Aprendizaje automático DASK

"https://examples.dask.org/machine-learning.html"

◦ DASK Distributed Diagnostics

"https://docs.dask.org/en/latest/diagnostics-distributed.html"

• Marco Y herramientas DE ML:

◦ TensorFlow: Un marco de aprendizaje automático de código abierto para todos

"https://www.tensorflow.org/"

◦ Docker

"https://docs.docker.com"

◦ Kubernetes

"https://kubernetes.io/docs/home/"

◦ Kubeflow

"http://www.kubeflow.org/"

◦ Servidor de portátiles Juppyter

"http://www.jupyter.org/"
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POSIBILIDAD DE TALES DAÑOS.

NetApp se reserva el derecho de modificar cualquiera de los productos aquí descritos en cualquier momento y
sin aviso previo. NetApp no asume ningún tipo de responsabilidad que surja del uso de los productos aquí
descritos, excepto aquello expresamente acordado por escrito por parte de NetApp. El uso o adquisición de
este producto no lleva implícita ninguna licencia con derechos de patente, de marcas comerciales o cualquier
otro derecho de propiedad intelectual de NetApp.

Es posible que el producto que se describe en este manual esté protegido por una o más patentes de EE.
UU., patentes extranjeras o solicitudes pendientes.

LEYENDA DE DERECHOS LIMITADOS: el uso, la copia o la divulgación por parte del gobierno están sujetos
a las restricciones establecidas en el subpárrafo (b)(3) de los derechos de datos técnicos y productos no
comerciales de DFARS 252.227-7013 (FEB de 2014) y FAR 52.227-19 (DIC de 2007).

Los datos aquí contenidos pertenecen a un producto comercial o servicio comercial (como se define en FAR
2.101) y son propiedad de NetApp, Inc. Todos los datos técnicos y el software informático de NetApp que se
proporcionan en este Acuerdo tienen una naturaleza comercial y se han desarrollado exclusivamente con
fondos privados. El Gobierno de EE. UU. tiene una licencia limitada, irrevocable, no exclusiva, no transferible,
no sublicenciable y de alcance mundial para utilizar los Datos en relación con el contrato del Gobierno de los
Estados Unidos bajo el cual se proporcionaron los Datos. Excepto que aquí se disponga lo contrario, los Datos
no se pueden utilizar, desvelar, reproducir, modificar, interpretar o mostrar sin la previa aprobación por escrito
de NetApp, Inc. Los derechos de licencia del Gobierno de los Estados Unidos de América y su Departamento
de Defensa se limitan a los derechos identificados en la cláusula 252.227-7015(b) de la sección DFARS (FEB
de 2014).

Información de la marca comercial

NETAPP, el logotipo de NETAPP y las marcas que constan en http://www.netapp.com/TM son marcas
comerciales de NetApp, Inc. El resto de nombres de empresa y de producto pueden ser marcas comerciales
de sus respectivos propietarios.
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